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ABSTRAK 
Algoritma pelatihan pada multilayer perceptron  menggunakan 
backpropagasi, biasanya fungsi akitvasi yang digunakan adalah 
fungsi sigmoid. Fungsi tersebut akan membawa nilai input 
dengan range yang tak terbatas ke nilai output yang terbatas, 
yaitu dalam sebuah range 0 sampai 1. Supaya dapat membawa 
range nilai output ke dalam range input, maka data input harus 
dilakukan normalisasi data ke dalam range 0 sampai 1, sehingga 
outputnya dapat di denormalisasi ke dalam range nilai input. 
Metode normalisasi ada bermacam-mcam, masalahnya,  metode 
mana yang paling efektif untuk kasus klasifikasi menggunakan 
algoritma pelatihan BPGD/AG. Penelitian ini akan menganalisa 
metode normalisasi mana yang paling efektif untuk 
mengklasifikasi data pada algoritma BPGD/AG. Eksperimen 
dilakukan pada data kanker payudara yang diklasifikasikan ke 
dalam kanker ganas dan kanker jinak. Hasil evaluasi 
menunjukkan bahwa metode normalisasi Min-Max 
memberikan akurasi tertinggi hingga 96.86% dengan rata-rata 
iterasi sebanyak 21 epoch. 

Kata Kunci 
Backpropagasi, Normalisasi, Denormalisasi, Min-max, 
Sigmoid. 

1. PENDAHULUAN 
Syaraf Tiruan (JST) merupakan salah satu metode yang dapat 
digunakan untuk mengklasifikasi data, dimana klasifikasi 
diperlukan untuk memprediksi kelas dari suatu data. JST efektif 
digunakan dalam klasifikasi data yang jumlah variabelnya 
cukup banyak dan memiliki korelasi variabel yang kompleks. 
Kelebihan JST salah satunya adalah kemampuannya dalam 
beradaptasi dan mampu belajar dari data masukan yang 
diberikan sehingga dapat memetakan hubungan antara masukan 
dan keluarannya. Selain itu JST mampu memprediksi keluaran 
berdasarkan masukan yang telah dilatihkan sebelumnya. 

JST mempunyai banyak struktur jaringan, diantaranya 
multilayer perceptron. Untuk melakukan pelatihan pada struktur 
ini menggunakan algoritma backpropagasi. Algoritma pelatihan 
pada multilayer perceptron  menggunakan backpropagasi, 
biasanya fungsi akitvasi yang digunakan adalah fungsi sigmoid. 
Fungsi tersebut akan membawa nilai input dengan range yang 
tak terbatas ke nilai output yang terbatas, yaitu dalam sebuah 
range 0 sampai 1[1]. Supaya dapat membawa range nilai output 
ke dalam range input, maka data input harus dilakukan 
normalisasi data ke dalam range 0 sampai 1, sehingga 
outputnya dapat di denormalisasi ke dalam range nilai input. 
Metode normalisasi ada bermacam-mcam, masalahnya,  metode 
mana yang paling efektif untuk kasus klasifikasi. 

Beberapa penelitian yang berkaitan dengan metode normalisasi 
sudah pernah dilakukan, diantaranya penelitian Jayalakshmi [2]. 
Penelitian tersebut membahsa tentang pengaruh metode 

normalisasi pada algoritma backpropagasi dengan kasus 
diabetes mellitus. Algoritma pelatihan yang digunakan  adalah 
algoritma backpropagasi momentum. Algoritma tersebut 
merupakan perbaikan dari algoritma gradient descent. Metode 
normalisasi yang digunakan belum mengakomodasi dua buah 
metode normalisasi yaitu decimal scaling  dan softmax.. Selain 
itu dalam penelitian tersebut mengabaikan missing value. 
Berdasarkan penelitian yang dilakukan Paulin dan 
Santhakumaran [3] pembuangan instance data yang 
mengandung missing value akan mempengaruhi akurasi dalam 
diagnosa.  

Penelitian berkaitan dengan perbaikan algoritma gradient 
descent untuk pelatihan multi-layer perceptron telah banyak 
dilakukan. Perbaikan tersebut bertujuan untuk meningkatkan 
performa dari JST, baik dalam hal akurasi maupun kecepatan 
konvergensi. Selain dengan momentum, perbaikan algoritma 
dengan menambahkan parameter Gain yang nilainya adaptive, 
sehingga menjadi Backpropagasi Gredient Descent dengan 
Adaptive Gain (BPGD/AG) [7]. Algoritma BPGD/AG  terbukti 
mampu meningkatkan efektifitas prediksi dan kecepatan 
training untuk prediksi dari data penyakit jantung [9]. 

Berangkat dari penelitian-penelitian tersebut, peneliti akan 
menganalisis efektifitas klasifikasi data dengan metode 
normalisasi softmax, min-max, z-score, sigmod, decimal 
scaling dan statistical column. Data yang akan di kalsifikasi 
sebelum dinormalisasi dilakukan pembuangan instance data 
yang mengandung missing value dengan metode median. 
Algoritma pembelajaran yang digunakan untuk pelatihan 
multilayer perceptron dipilih algoritma Backpropagasi Gradient 
Descent dengan Adaptive Gain (BPGD/AG) untuk mendapatkan 
hasil klasifikasi yang optimal pada kasus kanker payudara. 

 

2. METODE PENELITIAN 
Langkah kerja eksperimen dalam penelitian dilakukan melalui 
beberapa tahapan. Tahapan-tahapan tersebut ditunjukkan pada 
gambar berikut   
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Gambar 1 Langkah-langkah penelitian 

 

1. Meload data 
2. Mereplace missing value dengan metode median 
3. Menormalisasi data dengan memvariasikan metode 

normalisasi agar range nilainya antara nol dan satu. Data 
ternormalisasi ini nantinya akan digunakan sebagai input 
dalam JST. 

4. Membagi data menjadi dua bagian, 80% untuk training dan 
20% untuk test. 

5. Membuat arsitektur neural network dengan tiga layer yakni 
input layer, hidden layer, dan output layer. Dimana jumlah 
node input sama dengan jumlah input dari kasus, jumlah 
node hidden neuron pada hidden layer sebanyak enam 
neuron, dan satu node output.  

6. Untuk setiap data ternormalisasi dengan metode yang 
berbeda, dilakukan langkah vii - ix 

7. Melatih jaringan dengan data training dengan epoch 
tertentu. 

8. Melakukan tes dengan data tes 
9. Mengevaluasi keakuratan klasifikasi untuk data 

ternormalisasi. 
10. Selesai 

 

2.1 Data set  
Klasifikasi ini diaplikasikan pada dataset kanker payudara yang 
diperoleh dari UCI Machine Learning Repository [14] 
sumbangan Rumah Sakit University of Wisconsin Madison dari 
Dr. William H. Wolberg [14] di http://archive.ics.uci.edu/ml/. 
Jumlah data 699 dengan 16 nilai atribut yang hilang, 458 
(65.5%) tumor jinak dan 241 (34,5%) tumor ganas dengan 
deskripsi atribut sebagai berikut. 

 

 

 

 

 

 

 

 

 

 

 

 

Tabel 1 Atribut data kanker 
No. Atribut Domain 

1. Sample code number id number 

2. Clump Thickness 1 – 10 

3. Uniformity of Cell Size 1 – 10 

4. Uniformity of Cell Shape 1 – 10 

5. Marginal Adhesion 1 – 10 

6. Single Epithelial Cell Size 1 – 10 

7. Bare Nuclei 1 – 10 

8. Bland Chromatin 1 – 10 

9. Normal Nucleoli 1 – 10 

10. Mitoses 1 – 10 

11. Class 2 untuk kanker jinak, 

4 untuk kanker ganas 

 

2.2  Preproses Data 
Preproses data dilakukan dengan mereplace missing value dan 
menormalisasi data ke dalam rang 0 dan 1 dengan 
menggunakan beberapa metode. Berikut metode preproses yang 
digunakan dalam penelitian ini ; 

a. Mereplace Missing value 
Data yang hilang (missing value) di-replace dengan 

metode median. Yakni dengan mencari nilai tengah dan 
me-replace semua nilai yang hilang dengan nilai tengah 
tersebut. Metode ini merupakan metode replacement yang 
paling baik untuk kasus Wisconsin breast Cancer 
Diagnosis dengan Backpropagsi [3]. 

Nilai tengah untuk data ganjil  :  

2

1n
XMe +=     (1) 

Nilai tengah untuk data genap  : 

2

XX

Me
1

2

n

2

n
+

+
=     (2) 

b. Normalisasi 
Metode normalisasi yang digunakan dalam penelitian 

ini adalah dengan mentransformasi data ke dalam range 0 
dan 1. Metode - metode yang digunakan antara lain : 

• Decimal scaling: digunakan ketika nilai berada dalam 
rentang logaritmik, misalnya rentang suatu nilai 
adalah antara 0 dan 1 sedangkan nilai lain pada 
rentang 0 dan 1000 [7]. 

n10

s
s'=      (3) 

Dimana }max{slogn k10=  

• Sigmoid : metode ini mengubah nilai kedalam range 
antara 0 dan 1 dengan fungsi sigmoid [1]. 

se
s −+

=
1

1
'      (4) 

• Softmax : metode ini mengubah nilai kedalam range 
antara 0 dan 1 menggunakan fungsi sigmoid dengan 
memanfaatkan mean dan standar deviasi [11]. 
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σ
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(

e1

1
s' −

−
+

=      (5) 

Dimana µ  adalah rata-rata dari tiap kolom dan σ  

merupakan standar deviasi. 

• Min-max normalization: metode ini me-rescale data 
dari suatu range ke range baru lain. Data di skalakan 
dalam range 0 dan 1. Diberikan nilai yang 
bersesuaian (dalam satu kolom) {sk},  k=1,2,.. n. 
Maka nilai normalisasinya adalah [1] : 

}min{s}max{s

}min{ss
s'

kk

k

−
−

=    (6) 

• Statistical column : menormalisasi tiap sampel 
dengan sebuah nilai kolom ternormalisasi yakni 
dengan transformasi sqrt [13], yakni dengan 
menghitung normalisasi dari tiap kolom dengan 
mengakar kuadratkan kemudian setiap sampel dibagi 
dengan nilai normalisasi kolom tersebut dan dikalikan 
dengan nilai bias kecil [1].  

0.1
)n(c

)n(cs(i)
s'

a

a ×
−

=    (7)  

• Z-score: teknik ini menggunakan rata-rata dan standar 
deviasi untuk menormalisasi tiap input [1]. 

σ

µs
s'

−=       (8) 

2.3 Struktur Jaringan Syaraf Tiruan 
Konsep algoritma backpropagsi adalah menyesuaikan 

bobot jaringan dengan mempropagasi error dari output ke 
input. Selama pelatihan,  jaringan meminimisasi error dengan 
mengestimasi bobot dan berhenti pada Minimum Squared Error 
(MSE) 0.05 atau maksimal iterasi sebanyak 1000 epoch. 
Prosedur minimasi dilakukan dengan Backpropagasi Gradient 
Descent dengan Adaptive Gain (BPGD/AG) dan fungsi aktivasi 
sigmoid. Berikut struktur jaringan  syaraf tiruan multilayer 
perceptron dengan satu hidden layer 

 

Gambar 2 Struktur Jaringan syaraf Tiruan Multilayer perceptron 

 

Arsitektur yang digunakan dalam BPGD/AG ini adalah  satu 
input layer, satu hidden layer, dan satu output layer dengan 
formasi neuron 9-6-1. fungsi aktivasi yang dipakai adalah 
fungsi sigmoid dengan learning rate 0.01. Pada input layer, 
yang menjadi input neuron adalah input variabel data kasus 
dengan sembilan variabel  yakni, Clump Thickness, Uniformity 
of Cell Size, Uniformity of Cell Shape, Marginal Adhesion, 
Single Epithelial Cell Size, Bare Nuclei, Bland Chromatin, 
Normal Nucleoli, dan Mitoses. Pada hidden layer terdapat enam 
hidden neuron [10]. Pada Output layer terdapat satu hidden 
neuron untuk output, yakni hasil klasifikasi apakah kanker 
tersebut jinak atau ganas. 

Algoritma Feed forward Backpropagation Gradient 
Descent dengan Adaptive Gain yang digunakan untuk 
pelatihan adalah sebagai berikut : 

Tahapan 0 : Pemberian inisialisasi bobot, bias dan gain 
dengan nilai tertentu.  

Tahapan 1: Menjalankan semua tahapan dari tahapan ke 
2 sampai dengan tahapan ke 15 hingga 
kondisi iterasi terpenuhi.   

Tahapan 2 : Setiap data pelatihan melakukan langkah 3 
sampai dengan langkah 14.   

Feedforward  

Tahapan 3 : Untuk setiap unit masukan (Xi = 1, ... n) 
menerima sinyal masukan  dan diberi notasi 
Xi  kemudian dikirimkan ke unit berikutnya 
yaitu unit hidden layer.   

Tahapan 4 : Pada masing-masing  hidden neuron, input 
Xi dikalikan dengan penimbang dan 
dijumlahkan serta di tambah dengan 
biasnya.  

 
j0

V
n

1i
ij

V
i

X
j

Z_in +∑

=
= 








 (9) 

Kemudian melakukan fungsi pengaktifan 
menggunakan:  

)jf(Z_injZ =    (10)  

Dalam bentuk Sigmoid fungsi 
pengaktifannya menjadi:   

jZ_injc_z
e1

1
jZ −

+

=   (11)  

Setelah melewati tahap pengaktifan maka  
keluaranya  dikirim ke semua unit keluaran.   

Tahapan 5 : Untuk setiap unit keluaran  (Yk, 
k=1,2,...m), unit Zj dikalikan dengan 
penimbang dan dijumlahkan serta 
ditambahkan dengan biasnya:   

k0WjZ
p

1j jkWkY_in +∑
=

= 







 (12)  

Kemudian dilakukan fungsi pengaktifan:    

)kf(Y_inkY =    (13)  
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Dalam fungsi Sigmoid menjadi :  

kY_inkc_y
e1

1
kY −

+
=      (14)  

Backpropagasi dan perubahan bobot  

Tahapan 6 : Pada setiap unit keluaran berupa Yk  
mendapatkan pola target seperti pola 
masukan saat pelatihan dan dihitung 
errornya:  

∑ −= 2
)kYk(tE   (15)  

Tahapan 7 : Menghitung perubahan bobot pada link 
menuju output 















∂

∂
−=

jkW

E
ηjk∆W    (16) 

 

Bentuk hasil turunan parsialnya  

 jZkc_y)kY(1kY)kYkη(tjk∆W −−=  

Tahapan 8 : Menghitung perubahan bias pada link 
menuju output 












∂

∂
−=

k0W

E
ηk0∆W   (17) 

Bentuk hasil turunan parsialnya  

kc_y)kY(1kY)kYkη(tk0∆W −−=

(18) 

Tahapan 9 : Menghitung perubahan bobot pada link 
menuju hidden neuron 















∂

∂
−=

ijV

E
ηij∆V   (19) 

Bentuk hasil turunan parsialnya  
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Tahapan 10: Menghitung perubahan bias pada link menuju 
hidden neuron 















∂

∂
−=

0jV

E
η0j∆V    (21) 

Tahapan 11 : Mengupdate semua bobot dan bias 

jk∆WjkWjkW +=   (22) 

k0∆Wk0Wk0W +=   (23) 

ij∆VijVijV +=    (24) 

j0∆Vj0Vj0V +=    (25) 

Tahapan 12 : Menghitung perubahan gain pada output 












∂

∂
−=

kc_y

E
ηk∆c_y    (26) 

dimana, 

)k0WkYjkW)(kY(1kY)kYk(t

kc_y

E
+∑−−−=

∂

∂

 

Sehingga  

)k0WkYjkW)(kY(1kY)kYkη(tk∆c_y +∑−−=

 

Tahapan 13 : Menghitung perubahan gain pada hidden 
neuron 















∂

∂
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E
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dimana, 

[ ]
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Sehingga 

[ ]
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

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
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Tahapan 14 : Mengupdate gain 

k∆c_ykc_ykc_y +=   (28) 

j∆c_zjc_zjc_z +=   (29) 

Tahapan 15 : Iterasi berakhir 

 

Kondisi berhenti  

Epoch = maksimal iterasi 

Atau 
jumlahdata

jumlahdata
E

MSE

∑

≤   (30) 
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3. PEMBAHASAN 
Eksperimen ini dilakukan dengan dua proses, yakni proses 

training dan proses testing. Dari 699 record data, proses training 
menggunakan 80% dari data, yakni dengan merandom 80% 
record dari data kanker jinak dan 80% record dari data kanker 
ganas, sedangkan sisanya untuk proses testing yang dilakukan 
dengan menggunakan random 20% data, terdiri dari 20% record 
dari kanker jinak dan 20% dari kanker ganas. 

Pada setiap satu variasi eksperimen, dilakukan seratus kali 
pengulangan. Setiap pengulangan pada proses training, 
diberikan nilai inisial bobot random dan didapatkan jumlah 
iterasi untuk mencapai konvergensi. Percobaan berhenti pada 
MSE atau pada maksimal iterasi dan diasumsikan telah 
mencapai konvergensi serta menghasilkan bobot yang akan 
digunakan untuk testing.   

Setiap bobot hasil training yang telah konvergen dipakai 
untuk melakukan testing. Data klasifikasi hasil testing 
dibandingkan dengan data klasifikasi yang sebenarnya sehingga 
diperoleh jumlah data yang diprediksi benar dan yang 
diprediksi salah. 

Evaluasi dari eksperimen dilakukan dengan mengambil 
rata-rata epoch dan akurasi dari seratus pengujian, hasil 
pengujian pada penelitian ini dapat dilihat pada Tabel 2. 

 

Tabel 2 Perbandingan metode normalisasi 
Kriteria

Metode 

rata-rata 

epoch 

rata-rata 
akurasi (%) 

decimal scaling 40 96.00 

sigmoid 584 76.91 

softmax 49 96.19 

min-max 21 96.86 

statistical column 45 95.91 

zscore 38 95.68 

 

Perbandingan ratarata epoch dari berbagai metode normalisasi 
ditunjukkan pada Gambar 3, daro gambar tersebut dapat dilihat 
bahwa minmax memiliki rata-rata epoch paling rendah yang 
berarti metode minmax memiliki waktu yang paling singkat 
untuk mencapai konvergensi.  

 
Gambar 3 Rata-rata epoch 

Sedangkan perbandingan rata-rata akurasi ditunjukkan 
pada Gambar 4 dimana metode minmax memiliki akurasi yang 

paling tinggi untuk kasus klasifikasi kanker payudara. Hasil 
perbandingan menunjukkan bahwa normalisasi dengan metode 
minmax memberikan rata-rata akurasi tertinggi bila 
dibandingkan dengan metode lain serta memerlukan epoch yang 
paling sedikit, 

 
Gambar 4 Rata-rata akurasi 

 

4. PENUTUP 
Penelitian ini menunjukkan pengaruh metode normalisasi data 
pada algoritma JST Backpropagasi Gradient Descent dengan 
Adaptive Gain (BPGD/AG) untuk klasifikasi yang diujikan 
dengan data kasus kanker payudara. Evaluasi dari eksperimen 
menunjukkan bahwa efektifitas JST BPGD/AG sangat 
dipengaruhi oleh metode normalisasi yang dipilih untuk 
mencapai akurasi terbaik, dan metode normalisasi yang 
memberikan efektifitas terbaik dalam hal akurasi dan kecepatan 
konvergensi adalah metode Minmax yang mencapai akurasi 
rata-rata hingga 96.86% dan memerlukan iterasi yang paling 
sedikit dengan rata-rata sebanyak 21 epoch. 
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